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PERCEPTRON DE UMA 
ÚNICA CAMADA
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Perceptron

·Desenvolvida por Rosemblat, 1958

ƁUtiliza modelo de McCulloch-Pittscomo 

neurônio

·Rede mais simples para classificação de 

padrões linearmente separáveis

·Primeiro modelo de aprendizado 

supervisionado
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SeparabilidadeLinear
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SeparabilidadeLinear
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SeparabilidadeLinear
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PerceptronSimples para 

Classificação de Padrões
·Uma única camada de neurônios com 

pesos sinápticos ajustáveis e bias

·Sob condições adequadas converge para 

o conjunto de pesos adequado

ƁParticularmente se padrões de treinamento 

pertencem a classes linearmente separáveis

ƁProva de convergência: Teorema de 

Convergência do Perceptron
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PerceptronSimples para 

Classificação de Padrões
·Neurônios similares aos de McCulloche 

Pittscom função de ativação de limiar

ƁMas incluindo um bias

·Principal contribuição de Rosenblatt

ƁRegra de aprendizado para treinar os 

perceptronspara resolver problemas de 

reconhecimento e classificação de padrões
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PerceptronSimples para 

Classificação de Padrões
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Treinamento

·Para cada padrão de entrada x i calcule a 
saída da rede yi

ƁSe não for a resposta esperada calcule o erro:

¶A saída espera é conhecida (treinamento 
supervisionado)

ƁAtualizar pesos de acordo com as regras:
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Algoritmo de treinamento
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·X é a matriz de N padrões de entrada de 
dimensão m 
Ɓcada padrão é uma coluna de X

·d é o vetor de saídas desejadas

·f( ) é uma função de limiar
Ɓ-1 e 1, 0 e 1, etc...

·Critério de parada
ƁNúmero fixo de iterações max_it

ƁSoma E dos erros quadrados para cada padrão de 
entrada igual a zero

·Algoritmo retorna o vetor de pesos w

·aé a taxa de aprendizado



Algoritmo de treinamento
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Perceptronde Múltiplas Saídas para 

Classificação de Padrões
·A regra de aprendizado pode ser 

facilmente estendida para lidar com mais 

de um neurônio de saída

·Neste caso o vetor y com a saída de cada 

neurônio é dado por:
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Perceptronde Múltiplas Saídas para 

Classificação de Padrões
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Algoritmo de Treinamento 

(Perceptroncom múltiplas saídas)
·D é a matriz de saídas desejadas

ƁCada coluna é a saída para um dos padrões 

de entrada

·Vetor de erro é calculado subtraindo o 

vetor de saída do vetor de saída esperada

·Se os padrões forem linearmente 

separáveis o algorítmoconverge
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Algoritmo de Treinamento 

(Perceptroncom múltiplas saídas)
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Exemplos de Aplicação

18/10/2007 Fabricio Breve 17

Função de ativação de limiar:
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Exemplos de Aplicação
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Exemplos de Aplicação
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1º CICLO

· Entrada 1: 

y = f(w0x0 + w1x1 + w2x2)

y = f(0³1 + 0³0 + 0³0) = f(0) = 0Ý y = d

· Entrada 2:

y = f(w0x0 + w1x1 + w2x2)

y = f(0³1 + 0³0 + 0³1) = f(0) = 0Ý y = d

· Entrada 3:

y = f(w0x0 + w1x1 + w2x2)

y = f(0³1 + 0³1 + 0³0) = f(0) = 0Ý y = d

· Entrada 4: 

y = f(w0x0 + w1x1 + w2x2)

y = f(0³1 + 0³1 + 0³1) = f(0) = 0 Ý y ḑ

w0= w0 + a(d-y) x0 = 0 + 0.5 ³(1-0) ³1 = 0.5

w1= w1 + a(d-y) x1 = 0 + 0.5 ³(1-0) ³1 = 0.5

w2= w2 + a(d-y) x2 = 0 + 0.5 ³(1-0) ³1 = 0.5



Exemplos de Aplicação
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2º CICLO

· Entrada 1: 

y = f(w0x0 + w1x1 + w2x2)

y = f(0.5³1 + 0.5³0 + 0.5³0) = f(0.5) = 1Ý y ḑ

w0= w0 + a(d-y) x0 = 0.5 + 0.5 ³(0-1) ³1 = 0

w1= w1 + a(d-y) x1 = 0.5 + 0.5 ³(0-1) ³0 = 0.5

w2= w2 + a(d-y) x2 = 0.5 + 0.5 ³(0-1) ³0 = 0.5

· Entrada 2:

y = f(w0x0 + w1x1 + w2x2)

y = f(0³1 + 0.5³0 + 0.5³1) = f(0.5) = 1 Ý y ḑ

w0= w0 + a(d-y) x0 = 0 + 0.5 ³(0-1) ³1 = -0.5

w1= w1 + a(d-y) x1 = 0.5 + 0.5 ³(0-1) ³0 = 0.5

w2= w2 + a(d-y) x2 = 0.5 + 0.5 ³(0-1) ³1 = 0



Exemplos de Aplicação

2º CICLO

· Entrada 3:

y = f(w0x0 + w1x1 + w2x2)

y = f(-0.5³1 + 0.5³1 + 0³0) = f(0) = 0Ý y = d

· Entrada 4: 

y = f(w0x0 + w1x1 + w2x2)

y = f(-0.5³1 + 0.5³1 + 0³1) = f(0) = 0 Ý y ḑ

w0= w0 + a(d-y) x0 = -0.5 + 0.5 ³(1-0) ³1 = 0

w1= w1 + a(d-y) x1 = 0.5 + 0.5 ³(1-0) ³1 = 1

w2= w2 + a(d-y) x2 = 0 + 0.5 ³(1-0) ³1 = 0.5
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Exemplos de Aplicação
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3º CICLO

· Entrada 1: 

y = f(w0x0 + w1x1 + w2x2)

y = f(0³1 + 1³0 + 0.5³0) = f(0) = 0Ý y = d

· Entrada 2:

y = f(w0x0 + w1x1 + w2x2)

y = f(0³1 + 1³0 + 0.5³1) = f(0.5) = 1Ý y ḑ

w0= w0 + a(d-y) x0 = 0 + 0.5 ³(0-1) ³1 = -0.5

w1= w1 + a(d-y) x1 = 1   + 0.5 ³(0-1) ³0 = 1

w2= w2 + a(d-y) x2 = 0.5 + 0.5 ³(0-1) ³1 = 0



Exemplos de Aplicação

3º CICLO

· Entrada 3:

y = f(w0x0 + w1x1 + w2x2)

y = f(-0.5³1 + 1³1 + 0³0) = f(0.5) = 1Ý y ḑ

w0= w0 + a(d-y) x0 = -0.5 + 0.5 ³(0-1) ³1 = -1

w1= w1 + a(d-y) x1 = 1   + 0.5 ³(0-1) ³1 = 0.5

w2= w2 + a(d-y) x2 = 0 + 0.5 ³(0-1) ³0 = 0

· Entrada 4: 

y = f(w0x0 + w1x1 + w2x2)

y = f(-1³1 + 0.5³1 + 0³1) = f(-0.5) = 0 Ý y ḑ

w0= w0 + a(d-y) x0 = -1   + 0.5 ³(1-0) ³1 = -0.5

w1= w1 + a(d-y) x1 = 0.5 + 0.5 ³(1-0) ³1 = 1

w2= w2 + a(d-y) x2 = 0 + 0.5 ³(1-0) ³1 = 0.5
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Exemplos de Aplicação
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4º CICLO

· Entrada 1: 

y = f(w0x0 + w1x1 + w2x2)

y = f(-0.5³1 + 1³0 + 0.5³0) = f(-0.5) = 0Ý y = d

· Entrada 2:

y = f(w0x0 + w1x1 + w2x2)

y = f(-0.5³1 + 1³0 + 0.5³1) = f(0) = 0Ý y = d



Exemplos de Aplicação

4º CICLO

· Entrada 3:

y = f(w0x0 + w1x1 + w2x2)

y = f(-0.5³1 + 1³1 + 0.5³0) = f(0.5) = 1Ý y ḑ

w0= w0 + a(d-y) x0 = -0.5 + 0.5 ³(0-1) ³1 = -1

w1= w1 + a(d-y) x1 = 1     + 0.5 ³(0-1) ³1 = 0.5

w2= w2 + a(d-y) x2 = 0.5 + 0.5 ³(0-1) ³0 = 0.5

· Entrada 4: 

y = f(w0x0 + w1x1 + w2x2)

y = f(-1³1 + 0.5³1 + 0.5³1) = f(0) = 0 Ý y ḑ

w0= w0 + a(d-y) x0 = -1    + 0.5 ³(1-0) ³1 = -0.5

w1= w1 + a(d-y) x1 = 0.5  + 0.5 ³(1-0) ³1 = 1

w2= w2 + a(d-y) x2 = 0.5 + 0.5 ³(1-0) ³1 = 1
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Exemplos de Aplicação
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5º CICLO

· Entrada 1: 

y = f(w0x0 + w1x1 + w2x2)

y = f(-0.5³1 + 1³0 + 1³0) = f(-0.5) = 0Ý y = d

· Entrada 2:

y = f(w0x0 + w1x1 + w2x2)

y = f(-0.5³1 + 1³0 + 1³1) = f(0.5) = 1Ý y ḑ

w0= w0 + a(d-y) x0 = -0.5 + 0.5 ³(0-1) ³1 = -1

w1= w1 + a(d-y) x1 = 1   + 0.5 ³(0-1) ³0 = 1

w2= w2 + a(d-y) x2 = 1     + 0.5 ³(0-1) ³1 = 0.5



Exemplos de Aplicação

5º CICLO

· Entrada 3:

y = f(w0x0 + w1x1 + w2x2)

y = f(-1³1 + 1³1 + 0.5³0) = f(0) = 0Ý y = d

· Entrada 4: 

y = f(w0x0 + w1x1 + w2x2)

y = f(-1³1 + 1³1 + 0.5³1) = f(0.5) = 1 Ý y = d
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Exemplos de Aplicação
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6º CICLO

· Entrada 1: 

y = f(w0x0 + w1x1 + w2x2)

y = f(-1³1 + 1³0 + 0.5³0) = f(-1) = 0Ý y = d

· Entrada 2:

y = f(w0x0 + w1x1 + w2x2)

y = f(-1³1 + 1³0 + 0.5³1) = f(-0.5) = 0 Ý y = d

· Entrada 3:

y = f(w0x0 + w1x1 + w2x2)

y = f(-1³1 + 1³1 + 0.5³0) = f(0) = 0Ý y = d

· Entrada 4: 

y = f(w0x0 + w1x1 + w2x2)

y = f(-1³1 + 1³1 + 0.5³1) = f(0.5) = 1 Ý y = d



Exemplos de Aplicação
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Exercício

·Dado o seguinte cadastro de pacientes:
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·Ensine uma rede Perceptrona distinguir:

·Paciente saudáveis

·Pacientesdoentes



Exercício

·Testar a rede para novos casos:

Ɓ(Luis, não, não, pequenas, sim)

Ɓ(Laura, sim, sim, grandes, sim)
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Generalização

·Classificação correta de padrões não 

utilizados no treinamento ou com ruído

ƁOcorre através da detecção de  

características relevantes do padrão de 

entrada durante o treinamento

ƁPadrões desconhecidos são atribuídos a 

classes cujos padrões apresentam 

características semelhantes

·Garante tolerância a falhas
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ADALINE

·Widrow e Hoff, 1960

ƁIntroduzidos quase ao mesmo tempo que o 

Perceptron

·ADAptive Linear Neuron

ƁFunção de ativação linear em vez de limiar

·Também restrito a problemas linearmente 

separáveis
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ADALINE

·Algoritmo de treinamento LMS (Least

MeanSquared)

ƁMais poderoso que a regra de aprendizado do 

Perceptron

¶Aprendizado continua mesmo após aprender o 

padrão de treinamento

¶Mais robusto a ruído
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PERCEPTRON DE 
MÚLTIPLAS CAMADAS
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Perceptronde Múltiplas Camadas

·Arquitetura de RNA mais utilizada

ƁPossui uma ou mais camadas intermediárias 

de nós

·Grande Funcionalidade

ƁUma camada intermediária: qualquer função 

contínua ou Booleana

ƁDuas camadas intermediárias: qualquer função

·Treinada com o algoritmo 

Backpropagation
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Perceptronde Múltiplas Camadas

·Histórico:

ƁEm 1969 Minskye Papertlançaram um livro 
mostrando as limitações do Perceptron

¶Basicamente sua incapacidade de lidar com 
problemas não linearmente separáveis

ƁRosenblatte Widrow sabiam dessas 
limitações e propuseram o uso de múltiplas 
camadas

¶Mas não conseguiram generalizar seus algoritmos 
para treinar essas redes mais poderosas

¶Isto causou forte impacto no interesse em redes 
neurais nos anos 70

18/10/2007 Fabricio Breve 37



Perceptronde Múltiplas Camadas

·Histórico

ƁApenas nos anos 80 surgiu o algoritmo de 

retropropagaçãode erro

¶Uma generalização do LMS

¶Popularizado por Rumelhartet. al (1986)

¶Fez ressurgir o interesse em redes neurais
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Perceptron de Múltiplas Camadas
·Uma camada de entrada, uma ou mais camadas 

intermediária e uma camada de saída

·Treinamento: Algoritmo de Retropropagação

·Camadas intermediárias e ocultas usam funções 
Sigmoidais

)exp(1

1
)(

a
ag

-+
¹



Algoritmo de Retropropagação

·Consiste basicamente em dois passos:

ƁPasso para frente

¶sinal aplicado à entrada vai se propagando pelos nós 

computacionais da rede até chegar aos nós de saída

ƁPasso para trás

¶todos os pesos sinápticos são ajustados de acordo 

com uma regra de correção de erro 



Variações do Algoritmo de 

Retropropagação
·Momentum

·Quickprop

·Newton

·LevenbergMarquardt

·Super Self-AdjustingBackpropagation

(superSAB)

·Métodos de gradiente conjugado
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Por que múltiplas camadas?
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Por que múltiplas camadas?
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Por que múltiplas camadas?
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Por que múltiplas camadas?

·Unidades intermediárias

ƁDetectores de características

ƁGeram uma codificação interna da entrada

ƁDado um número grande o suficiente de 

unidades intermediárias

¶É possível formar representações internas para 

qualquer distribuição dos padrões de entrada
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Por que múltiplas camadas?

·Número de camadas intermediárias 

necessárias

Ɓ1 camada: suficiente para aproximar qualquer 

função contínua ou Booleana

Ɓ2 camadas: suficiente para aproximar qualquer 

função

Ɓ3 ou mais camadas: pode facilitar o 

treinamento  da rede

¶Cuidado : cada vez que o erro é propagado para  

uma camada anterior, ele se torna menos útil
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Dificuldades de aprendizado

·Overfitting

ƁDepois de um certo ponto do treinamento, a 

rede piora ao invés de melhorar

ƁMemoriza padrões de treinamento, incluindo 

suas peculiaridades (piora generalização)

ƁAlternativas

¶Encerrar treinamento mais cedo (earlystop)

¶Reduzir pesos (weightdecay)
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Atualização dos pesos

·Ciclo

ƁApresentação de todos os exemplos de 

treinamento durante o aprendizado

ƁExemplos devem ser apresentados em ordem 

aleatória

·Abordagens para atualização dos pesos

ƁPor padrão (online)

ƁPor ciclo (batch)
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Atualização dos Pesos

·Por padrão

ƁPesos são atualizados após apresentação de 

cada padrão

ƁEstável se taxas de aprendizado forem 

pequenas

¶Taxas elevadas ᵼ rede instável

¶Reduzir progressivamente as taxas

ƁMais rápida, principalmente se o conjunto de 

treinamento for grande e redundante 

ƁRequer menos memória
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Atualização dos Pesos

·Por ciclo

ƁPesos atualizados depois que todos os 

padrões de treinamento forem apresentados

ƁGeralmente mais estável

ƁPode ser lento se o conjunto de treinamento 

for grande e redundante

·Melhor método depende da aplicação
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REDES DE FUNÇÃO DE 
BASE RADIAL
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Redes de Função de Base Radial

·Radial BasisFunction

·Vê a rede neural como um problema de 
ajuste de curvaem um espaço de alta 
dimensionalidade

·Aprender equivale a encontrar uma 
superfície num espaço multidimensional 
que forneça o melhor ajuste para os 
dados de treinamento do ponto de vista 
estatístico
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Redes de Função de Base Radial

·Possui 3 camadas:

ƁEntrada: nós sensoriais 
que recebem os dados do 
ambiente.

ƁIntermediária (oculta) : 
faz uma transformação não-
linear do espaço de entrada 
para um espaço oculto, 
normalmente de alta 
dimensionalidade

ƁSaída: linear, e fornece a 
resposta da rede ao sinal de 
entrada


